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Для точного подсчёта количества колосьев по фотографиям пшеничного поля использова-
лась технология нейронных сетей. Применялись методы глубокого обучения свёрточных
нейронных сетей во взаимодействии с методикой transfer learning. С помощью архитек-
туры EfficientDet произведено обучение нейронной сети, которая позволила с точностью
0,88012 на выборке по метрике F1-score с пороговым значением 0,6 (совпадение площа-
ди предсказанной разметки и фактической) определить количество колосьев пшеницы по
графическим изображениям.
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Введение. Пшеница — одна из самых культивируемых культур в мире. В 2019 г.
мировое производство пшеницы достигло 762 млн тонн, бо́льшая часть которых была
использована для потребления человеком [1]. Из-за высоких питательных компонентов,
содержащихся в пшенице, таких как белок, витамины, клетчатка и фитохимические ве-
щества, важность этой культуры крайне высока. Дальнейшее увеличение урожайности
пшеницы в мире имеет решающее значение для долгосрочной продовольственной безопас-
ности. Однако с 1990-х гг. темпы роста урожайности пшеницы замедлились. Понимание
фенотипических признаков любой культуры (высота, цвет корней, цвет стеблей, количе-
ство ядер и т. д.) имеет жизненно важное значение для повышения скорости её роста и, в
конечном счёте, урожайности [2].

Для уточнения урожайности пшеничных полей могут использоваться фотографии, что
позволяет оценить плотность, размер, здоровье и зрелость пшеницы различных сортов.
Однако точное определение количества колосьев на фотографиях пшеничного поля может

быть визуально сложной задачей. Более густые колосья могут перекрывать другие колосья
пшеницы, и ветер может размыть изображения. Эти данные и другие факторы затрудняют
идентификацию отдельных колосьев. Кроме того, внешний вид варьируется в зависимости
от зрелости, цвета, генотипа и ориентации колоса пшеницы [3].

Появление на рынках беспилотных летательных аппаратов, камер и смартфонов сде-
лало доступным возможность получать достаточное количество изображений с различ-
ных ракурсов пшеничного поля. Это позволяет производить подсчёт колосьев пшеницы по
изображениям с помощью инструментов и алгоритмов глубокого обучения [4, 5].

Существует потребность в надёжной и точной компьютерной модели, способной под-
считывать количество колосьев пшеницы по цифровым изображениям. Эта модель при-
несёт пользу исследованиям в области фенотипирования и оценки объёма урожайности

зерновых культур [6].
Цель работы состоит в применении модели свёрточной нейронной сети для определе-

ния количества колосьев пшеницы по изображениям посевов.
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Материалы и методы исследования. В данной работе исходным материалом для
проведения научных исследований послужили изображения (фотографии) полей пшеницы с
размеченными координатами колосьев, опубликованные в открытом доступе на платформе
Kaggle [5]. Методы исследования: искусственный интеллект, аугментация изображений
для задач компьютерного зрения, алгоритмы настройки гиперпараметров для обучения

моделей нейронной сети.
Анализ существующих исследований. Показатель количества колосьев является

ключевым при оценке урожайности пшеницы, который также участвует при селекционной
работе. В силу трудоёмкости ручного подсчёта возникают большие ошибки (погрешность
измерения составляет примерно 10 %) [7]. Учитывая фактор временно́го окна цикла роста
пшеницы, из-за чего подсчёт возможен только в течение небольшого периода зрелости,
данная задача значительно усложняется, чтобы быть выполненной своевременно. До сих
пор значительная часть наблюдений, имеющих решающее значение для их принятия по
селекции растений, — это записанные вручную данные [2]. В настоящее время всё бо-
лее распространёнными стали неинвазивные методы, основанные на анализе цифровых
изображений [8].

В последние годы большое количество исследований проведено в различных сферах

сельского хозяйства в направлении повышения урожайности различных культур за счёт

применения цифровых технологий. Технологии искусственного интеллекта активно ис-
пользуются во многих отраслях химии, биологии, экономики, сельском хозяйстве, в том
числе в промышленности и при анализе графических изображений [9–17]. Компьютерное
зрение как одна из составляющих элементов искусственного интеллекта уже доказало свою

эффективность в таких широко распространённых направлениях, как распознавание лиц и
автомобильных номеров. В данной работе рассмотрим использование технологий компью-
терного зрения для определения количества колосьев пшеницы при анализе графических

изображений посевов.
С появлением современных крупномасштабных устройств сканирования изображений,

таких как беспилотные летательные аппараты (БПЛА), спутники и мобильные камеры,
появилась возможность значительно ускорить качественный и количественный анализ

урожайности различных культур [18]. В [19] исследуется обнаружение и подсчёт банано-
вых растений на основе глубокого обучения с использованием RGB-изображений высокого
разрешения, полученных с беспилотного летательного аппарата.

Компьютерное зрение активно используется для диагностики болезней растений

[20–22]. Классификация заболеваний растений на основе глубокого обучения включает в
себя использование различных моделей свёрточных нейронных сетей (AlexNet, VGGNet,
ResNet и др.). Во многих работах размер набора данных был недостаточен и приходилось
использовать методы аугментации и расширения набора данных. Во избежание переобу-
чения нейронной сети требовалась трудоёмкая настройка гиперпараметров [18]. В иссле-
довании [23] используется подход сегментации объектов на изображениях, включающих
алгоритмы K-средних для обнаружения поражённых сегментов растений. В [6] выделя-
ются пиксели зелёного цвета для маски на основе пороговых значений методом Оtsu. В
работах [10–11] для задач классификации заболеваний маниоки и внекорневых заболева-
ний яблоневых культур была использована методика transfer learning на основе предо-
бученной сети ResNet 50 с настройкой гиперпараметров. Transfer Learning (трансферное
обучение) — это подраздел машинного обучения, целью которого является применение

знаний, полученных из одной задачи, к другой целевой задаче. Например, знания, полу-
ченные при обучении классификации статей Википедии, можно использовать для решения
задачи классификации текстов. Кроме того, можно использовать модель, обученную для
решения классификации, например, автомобилей, чтобы распознавать тип птиц в небе как
одну из задач компьютерного зрения. В исследовании [14] рассмотрены различные методы
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сегментации, кластеризации и классификации с помощью применения пороговых значе-
ний изображений, метода K-средних и свёрточных нейронных сетей. В [24] используется
предварительно обученная свёрточная нейронная сеть с настройкой гиперпараметров. В [1]
анализируется формирование набора данных с изображениями заболеваний маниоки для

конкурса Kaggle «iCassava 2019».
В данной работе используются современные подходы к проблеме детекции колосьев

пшеницы с помощью компьютерного зрения с опорой на вышеописанные методы и подхо-
ды.

Результаты исследования. Доступный набор данных представляет собой более
3400 изображений [25]. Изображения пшеничных полей размечены на ограничивающие

области. Координаты и размеры ограничивающей области (прямоугольника) определяют
область нахождения колоса на изображении. Изображения размером 1024 × 1024 пиксе-
лей представлены в формате jpg. К набору данных прилагается файл в формате csv. Для
обучения использовался пакет программ PyTorch. Решается задача детекции объектов.
Изображения из набора данных представлены на рис. 1.

Для задачи детекции объектов в работе была использована концепция transfer learning.
Если современные нейронные сети используют анализ простейших графических примити-
вов на нижних слоях, то эта концепция зарекомендовала себя уже во многих более сложных
задачах, в том числе в задачах компьютерного зрения [14, 5]. Концепция transfer learning
предполагает использование готовой нейронной сети, предобученной на большом количе-
стве (несколько миллионов) схожих с задачей изображений. Предобученная сеть (модель)
даёт преимущества в стоимости и скорости обучения. Была выбрана предобученная мо-
дель EfficientDet-D5 из семейства EfficientNet.

Общая архитектура EfficientDet в значительной степени соответствует парадигме од-
ноступенчатых (one-stage) детекторов. За основу взята EfficientNet, предобученная на
ImageNet, к ней добавлен слой со взвешенной двунаправленной пирамидой признаков
(BiFPN), за которым идут классовая и блочная сети для генерации предсказаний клас-
са объекта [26]. На рис. 2 показана архитектура EfficientDet.

Проведён тщательный анализ набора данных. Выявлена несбалансированность рас-
пределения количества колосьев на изображениях. График распределения количества раз-
меченных колосьев представлен на рис. 3. По оси Q указано количество изображений по

оси Q′ — количество колосьев на одном изображении.
Для увеличения общего количества набора данных была использована технология

аугментации изображений. Применена технология зеркалирования по вертикальной цен-
тральной оси и поворот изображения на 90◦ в обе стороны. Использовался приём «вы-
резки» небольших блоков из изображения, затем техника изменения яркости и добавле-
ния отблесков на изображениях. Методы аугментации данных часто применяются вместе
с традиционными алгоритмами машинного обучения или алгоритмами глубокого обуче-
ния для повышения точности классификации. Для аугментации данных взята библиотека
Albumentations. Пример применения к изображению методов аугментации показан на рис.
4. Из одного изображения (крайнее левое) создаются дополнительно три путём поворо-
та и наложения световых шумов. С учётом аугментации объём выборки составил 10200
изображений.

В работе использовался метод стохастического градиентного спуска (SGD, Stochastic
gradient descent) для обучения нейронной сети. В качестве настройки гиперпараметра ша-
га (скорости спуска) подобрано опытным путём значение lr = 0,0002. Для функции потерь
был выбран показатель среднего отклонения данных разметки колосьев пшеницы в обу-
чающей выборке, а для алгоритма оптимизации использован алгоритм Адам.

Результаты научных исследований показали, что точность детекции на обучающей
выборке с учётом аугментации по метрике F1-score с пороговым значением 0,6 (совпаде-
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Рис. 1. Размеченные изображения колосьев
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Рис. 2. Архитектура EfficientDet [26]
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Рис. 3. Распределение количества колосьев на изображениях
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Рис. 4. Аугментация изображений

ние площади предсказанной разметки и фактической) оказалась равной 0,88012. Точность
детекции на обучающей выборке без учёта аугментации по метрике F1-score с пороговым
значением 0,6 (совпадение площади предсказанной разметки и фактической) оказалась рав-
ной 0,79. Дальнейшие эксперименты связаны с разбивкой выборки на обучающую (80 %)
и контрольную (20 %). Точность детекции с учётом аугментации на обучающей выборке
по метрике F1-score с пороговым значением 0,6 составила 0,75, а на контрольной — 0,69.
Точность детекции без учёта аугментации на обучающей выборке по метрике F1-score с
пороговым значением 0,6 составила 0,64, а на контрольной — 0,58. Таким образом, точ-
ность обнаружения количества колосьев пшеницы значительно повышается, если учиты-
вать аугментацию графических изображенй.

Заключение. Оценка урожайности без применения средств автоматизации является
трудоёмкой задачей с большой погрешностью. С использованием нейросетевого подхо-
да осуществляется обнаружение колосьев пшеницы. Обучение происходит с применением
SGD. Используя общедоступный набор данных из более 3400 изображений пшеницы, глу-
бокая свёрточная нейронная сеть обучается определять наличие колосьев, достигая точно-
сти обнаружения более 0,88. В данной работе использованы методы глубокого обучения
для автоматического обнаружения колосьев по изображениям фрагментов пшеничного по-
ля. Учитывая широкое распространение смартфонов с возможностью выхода в интернет,
наличие фотокамер, а также систем беспилотных летательных аппаратов, подобная си-
стема может повсюду применяться для прогнозирования урожайности зерновых культур

по всему миру.
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