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Предлагается двухэтапный метод адаптивного управления сигналами светофоров, осно-
ванный на оценке прогнозируемого взвешенного потока транспортных средств, проходя-
щих через перекрёсток. На первом этапе оценивается время прохождения перекрёстка каж-
дым транспортным средством с использованием модели искусственной нейронной сети и

формируется оценка прогнозируемого потока транспортных средств через перекрёсток для

заданной фазы светофорного цикла. На втором этапе формируется оценка взвешенного по-
тока, которая учитывает время ожидания транспортных средств. Предлагаемый метод вы-
бора фазы светофора основывается на максимизации взвешенного транспортного потока.
Результаты экспериментальных исследований позволяют сделать вывод о преимуществе

предложенного подхода в сравнении с классическими подходами и современными методами

управления сигналами светофоров на основе обучения с подкреплением.
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Введение. Идеи цифровой экономики оказывают влияние на все аспекты современ-
ной жизни. Существенное влияние они оказывают на транспорт. В частности, де-факто
стандартом в настоящее время являются транспортные средства (ТС) с электронными по-
мощниками, которые контролируют полосу движения, учитывают дорожные знаки и пра-
вила дорожного движения, предупреждают столкновения и т. п. Указанные нововведения
являются лишь одной из составных частей создаваемых интеллектуальных транспортных

систем (ИТС) в [1]. Не меньшее, а, скорее, большее значение при построении ИТС играют
решения, позволяющие обеспечивать комплексное управление транспортным движением
на территории целого населённого пункта и/или региона.

Существующие тенденции развития транспортных систем показывают постоянный

рост дорожных заторов, что приводит к значительному увеличению транспортных расхо-
дов (времени в пути и топлива) и выбросов в окружающую среду [2]. Хотя проектирование
с нуля городской/областной транспортной инфраструктуры с ИТС позволяет решать ком-
плексные задачи управления максимально эффективно (например, проектирование мест
проживания и работы с обеспечением управления масштабами транспортного спроса и

предложения на территориях), дороговизна, а порой и принципиальная невозможность
изменения существующей транспортной топологии и жилой инфраструктуры делает зна-
чительно более важным решение прагматичной задачи — оптимизации движения ТС в

рамках существующей инфраструктуры. Как следствие, становится актуальной задача
управления транспортными потоками путём адаптивного светофорного регулирования,
поскольку её решение допускает быстрое и относительно недорогое внедрение в суще-
ствующую транспортную инфраструктуру при значительном (как правило, в разы) ро-
сте её эффективности (увеличению пропускной способности, снижению затрат топлива и
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т. п.). Развитие информационно-коммуникационных технологий, «Интернета вещей», под-
ключённых и автономных транспортных средств, сетей VANET приводит к увеличению

объёма данных, которые могут использоваться для решения задачи управления, а также
делает актуальным разработку новых методов решения этой задачи.

В работе рассматривается метод адаптивного управления фазами светофоров, осно-
ванный на выборе фазы, максимизирующей «взвешенный» поток транспортных средств,
проходящих через перекрёсток. Предлагается модификация детерминированного метода
управления, представленного в [3]:

— приведён метод оценки времени прохождения перекрёстка отдельным транспорт-
ным средством с использованием модели искусственной нейронной сети;

— представлена модификация метода управления для учёта времени ожидания транс-
портных средств на перекрёстках и оценки взвешенного транспортного потока;

— проведены экспериментальные исследования предложенного и базовых алгорит-
мов управления на разработанном крупномасштабном сценарии моделирования движения

транспортных средств в системе моделирования SUMO (Simulation of Urban Mobility).
Таким образом, в данной работе рассматривается задача адаптивного управления до-

рожными сигналами светофоров на основании данных движения транспортных средств.
Задача управления заключается в выборе фазы светофорного цикла, максимизирующей
пропускную способность транспортной сети. Научная новизна заключается в разработке
метода адаптивного управления, основанного на нейросетевой оценке взвешенного про-
гнозируемого потока транспортных средств, проходящих через перекрёсток за выбранную
фазу светофорного цикла. Предлагаемый метод выбора фазы светофора основывается на
максимизации оценки взвешенного транспортного потока, учитывающей время ожидания
транспортных средств на перекрёстке.

Современное состояние исследований. Ранние работы [3–5], посвящённые реше-
нию задачи управления сигналами светофоров, рассматривают детерминированные под-
ходы к выбору светофорного цикла и фазы на перекрёстке. Современные исследования
сосредоточены на применении методов анализа данных и методов машинного обучения

к решению транспортных задач. В частности, широкое распространение получило ис-
пользование метода обучения с подкреплением (RL — reinforcement learning) для решения
задачи управления сигналами светофоров [3, 4–10]. Классические оптимизационные мето-
ды управления в основном рассматриваются как базовые для сравнения с современными

методами.
Классификация систем управления сигналами светофора представлена в [11], в кото-

рой рассматривались статистические алгоритмы, алгоритмы нечёткой логики и обучения
с подкреплением, генетические и гибридные алгоритмы, используемые в системах управ-
ления светофорами. В [10] представлен обзор методов и практик, которые могут быть при-
менены к решению проблемы управления сигналами светофора на перекрёстках, и описано
влияние развития информационных и коммуникационных технологий на проблему управ-
ления. В [8] рассматривалось применение методов глубокого обучения с подкреплением в
интеллектуальных транспортных системах. Представлены различные формулировки про-
блемы, параметры RL-моделей, среды моделирования, а также рассмотрены открытые

вопросы. Комплексный обзор RL-моделей и алгоритмов, включающий описание состояния
среды, действия и вознаграждения как части постановки RL-задачи дан в [6].

Рассмотрим подробнее детерминированные и основанные на RL-методах подходы к

решению задачи управления светофорами.
Детерминированные подходы к управлению сигналами светофоров. Алго-

ритмы управления светофорами разрабатываются с конца 50-х гг. ХХ в., с тех пор как
в [12] был предложен метод расчёта длины цикла светофора и фазового разделения для
одиночного (изолированного) перекрёстка. Стратегии координированного управления с
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фиксированным временем, направленные на оптимизацию смещений фаз сигналов свето-
фора для смежных перекрёстков, разработаны в [13, 14]. Однако эти стратегии не реагиру-
ют на динамические изменения трафика и применимы только в условиях ненасыщенного

трафика [5].
Адаптированные системы управления способны регулировать фазы светофорного цик-

ла в зависимости от текущей дорожной ситуации на перекрёстке (например, переключать-
ся на следующую фазу, оптимизируя длину очереди ТС на каждой полосе, или сохранять
текущую фазу при обнаружении непрерывного транспортного потока) [15]. Самоорганизу-
ющееся управление светофором [16] представляет собой тип полнофункционального управ-
ления с дополнительными правилами адаптивного управления.

В [17] было введено понятие «давление», обозначающее разницу между количеством
ТС на входящей и соответствующей исходящей полосах движения. Предлагаемый ме-
тод направлен на минимизацию нагрузки фаз, которые уравновешивают длину очереди
между перекрёстками и максимизируют пропускную способность сети. В [18] на основе
экспериментального анализа было показано, что система управления на базе алгоритма
MaxPressure продемонстрировала наилучшую производительность в небольшой синтети-
ческой грид-сети по сравнению с RL-алгоритмами.

В [3] предложен алгоритм управления светофором, разработанный на модели детерми-
нированного прогнозирования, который оценивает прогнозируемый транспортный поток
для каждой фазы и выбирает фазу с максимальным потоком.

Подходы, основанные на обучении с подкреплением. Методы обучения с под-
креплением— это класс методов машинного обучения, в которых агент настраивает свою
функцию политики в ходе взаимодействия с окружающей средой, чтобы максимизировать
численно определённое вознаграждение. Процесс обучения RL-агента на каждом шаге мо-
жет быть представлен следующим образом:

— агент определяет состояние среды;
— на основе наблюдаемого состояния агент выбирает действие в соответствии с на-

строенной к данному моменту функцией политики (стратегии), что приводит к переходу
в новое состояние среды;

— агент получает немедленное вознаграждение от среды и обновляет свою функцию

политики так, чтобы максимизировать общее вознаграждение. Результатом такого обу-
чения является оптимальная политика, т. е. оптимальное правило выбора действия по
текущему состоянию.

Ключевой вопрос в формулировке задачи управления сигналами светофоров как про-
блемы обучения с подкреплением заключается в том, как определить понятия состояния,
действия и вознаграждения. Для описания среды и определения состояния исследователи
использовали различные характеристики транспортного потока, в том числе: длину очере-
ди ТС, время ожидания, положение транспортных средств, среднюю скорость, продолжи-
тельность фазы [4, 19, 20]. Функции вознаграждения обычно определяются как взвешенная
сумма различных факторов, которые можно измерить после совершения действия: длина
очереди ТС, пропускная способность, время ожидания, давление [21–23].

RL-методы также можно разделить на методы, основанные на полезности и политике.
Первые изучают функцию полезности действия-состояния (Q-функцию), т. е. «насколько
хорошо действие» при текущем состоянии с точки зрения ожидаемого вознаграждения. Ос-
новными RL-алгоритмами этого класса являются Q-обучение [9, 24], глубокое Q-обучение
[20], двойное Q-обучение [19, 25]. Вторые напрямую изучают функцию политики, которая
определяет вероятность выполнения определённого действия в определённом состоянии

[26–28]. Методы Actor-Critic сочетают в себе оба подхода: Actor изучает политику, ко-
торая определяет действие, выполняемое агентом, а Critic оценивает успешность этого
действия, используя функцию полезности [29–32].
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Несмотря на популярность RL-методов, они могут быть очень чувствительными к
гиперпараметрам и нестабильно работать в сложных сценариях [18].

Постановка задачи управления и базовый алгоритм. Основные определе-
ния. Введём основные определения для постановки задачи управления.

Под перекрёстком понимается место пересечения, примыкания или разветвления до-
рог на одном уровне, ограниченное воображаемыми линиями, которые соединяют соот-
ветственно противоположные наиболее удалённые от центра перекрёстка начала закруг-
лений проезжих частей. Каждая из проезжих частей делится разметкой на полосы движе-
ния, часть из которых отвечает за въезд на перекрёсток, а другая — за выезд. При этом
разметка определяет допустимые направления движения, а сигналы светофора(ов) — воз-
можность перемещения по соответствующей полосе в текущий момент времени. На рис. 1
показан типовой перекрёсток как пересечение двух дорог с разделёнными проезжими ча-
стями, каждая из которых имеет по три полосы движения.

Далее, фаза светофора— это множество непротиворечивых сигналов светофора. Фаза
может выбираться в рамках некоторой предопределённой последовательности фаз, так на-
зываемого светофорного цикла, или может выбираться произвольно. При этом, если выбор
фазы светофорного регулирования происходит на основании данных движения транспорт-
ных средств, то речь идёт о системах адаптивного управления дорожными сигналами [3].

Задача адаптивного управления сигналами/фазами светофоров заключается в выборе
фазы светофорного цикла, максимизирующей пропускную способность транспортной сети.

Метод на основе детерминированной прогнозной модели. В работе [3] пред-
ставлен адаптивный подход к решению задачи управления, заключающийся в выборе
фазы светофорного цикла, которая максимизирует прогнозируемый поток транспортных
средств, проходящих через перекрёсток за рассматриваемый временной интервал.

Метод максимального потока MaxFlow.
Входные данные: τmin, tp, P
Выходные данные: phase
if tp < τmin then

tp = tp + 1
else

tp = 0
phase = argmax ({PredFlow (p) for p in P})

end if
В алгоритме τmin — допустимый минимальный интервал переключения фаз, tp —

длительность текущей активной фазы светофора, P — множество фаз, phase — следующая

фаза.
Ключевым шагом алгоритма является расчёт прогнозируемого транспортного потока

PredFlow(phase) через перекрёсток для выбранной фазы светофорного цикла phase. Для
оценки транспортного потока используется информация о параметрах движения ТС (в том
числе подключённых и автономных ТС):

PredFlow(phase) =
∑

l∈Lincome
phase

∑
c∈Cl

I(t(c) < τmin),

где t(c) — оценка времени, необходимого для достижения перекрёстка транспортным сред-
ством c из множества ТС Cl, движущихся по определённой полосе l из множества полос
для выезда Lincome

phase для фазы phase, I(val) — индикатор, который возвращает значение 1,
если val = True, и значение 0 в противном случае.

Для оценки времени движения t(c) в [3] использовалась детерминированная прогнозная
модель, использующая набор аналитических закономерностей движения ТС, известных
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Рис. 1. Пример типового перекрёстка: восемь проезжих частей, каждая с тремя
полосами движения

из классического курса физики/механики. Входными данными функции t(c) являлись два
параметра: текущая скорость движения ТС v = v(c) и расстояние до перекрёстка S = S(c).

Метод максимального взвешенного потока. Предлагаемый метод максимально-
го потока обладает рядом недостатков:

— использует простую модель оценки времени прохождения перекрёстка;
— не учитывает время ожидания (простоя), которое ТС проводит на перекрёстке.
Учёт времени ожидания ТС необходим для предотвращения ситуаций, при которых

время ожидания транспортных средств на второстепенной дороге (с малым транспортным
потоком) будет увеличиваться до бесконечности.

Для исправления указанных недостатков предлагается использовать так называемый
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Рис. 2. Архитектура нейронной сети для оценки времени прохождения пере-
крёстка

взвешенный транспортный поток, который учитывает время ожидания ТС следующим

образом:

PWFlow(phase) =
∑

l∈Lincome
phase

∑
c∈Cl

η(c, l)I(tdnn(c) < τmin).

Коэффициент η(c, l) необходим для корректировки «веса» ТС c в транспортном потоке
и зависит от времени ожидания delay (c, l) (в секундах) этого ТС на полосе l на перекрёст-
ке:

η(c, l) = 1 + αdelay (c, l),

где α — эмпирически выбираемый коэффициент. В экспериментах (на основе предвари-
тельно проведённого анализа) мы полагаем α = 0,01.

Для оценки времени прохождения перекрёстка ТС c вместо детерминированной про-
гнозной модели t(c) предлагается использовать модель на основе искусственной нейронной
сети tdnn(c). В качестве входных параметров модели берутся следующие характеристи-
ки, прямо или косвенно описывающие транспортную ситуацию на текущем и смежном

дорожных сегментах, а также движение рассматриваемого ТС c:
— положение ТС S = S(c) (расстояние от текущей позиции ТС до перекрёстка);
— скорость движения ТС v = v(c);
— ускорение ТС a = a(c);
— максимально разрешённая скорость движения vmax;
— число ТС перед рассматриваемым ТС c до перекрёстка n = n(c);
— тип k ожидаемого перестроения на перекрёстке (0 — прямо, 1 — направо, 2 —

налево, 3 — разворот);
— скорость v0 и положение S0 ближайшего ТС на полосе выезда.
Нейронная сеть состоит из 7 полносвязных слоёв. Архитектура используемой нейрон-

ной сети с указанием количества нейронов каждого слоя показана на рис. 2.
Следующая фаза светофорного цикла выбирается аналогично базовому методу: выби-

рается фаза, для которой взвешенный транспортный поток максимален, т. е. для выбора
фазы используется выражение

phase = argmax ({PWFlow(p) for p in P}).

В экспериментальных исследованиях будем ссылаться на предложенный метод как на

метод максимального взвешенного потока MaxPWFlow.
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Таб л иц а 1

Параметры сценариев движения

Cценарий Светофоры Перекрёстки Сегменты Поездки в сети

Cologne-8 8 78 149 1740
Cologne-316 316 2928 5808 13570

Рис. 3. Дорожная сеть сценария моделирования движения Cologne-316

Экспериментальные исследования. Экспериментальное исследование нацелено на
сравнение эффективности предложенного методаMaxPWFlow с базовым методомMaxFlow
[3], классическим алгоритмомMaxPressure [17] и современными методами на основе обуче-
ния с подкреплением. Экспериментальные исследования разработанных алгоритмов про-
водились в системе моделирования движения транспортных средств SUMO [33].

Сценарии движения. Для оценки эффективности алгоритмов использовались сце-
нарии имитационного моделирования, основанные на сценарии движения SUMO «TAPAS
Cologne» [34]:

1. Cologne-8 — сценарий, выполняющий моделирование движения транспортных

средств в области транспортной сети малого размера [35].
2. Cologne-316 — созданный в данной работе крупномасштабный сценарий движения

транспортных средств.
Параметры сценариев представлены в табл. 1.
Дорожная сеть сценария Cologne-316 показана на рис. 3.
Каждый сценарий определяется дорожной сетью и поездками, совершаемыми в сети

(созданы на основе исходных данных о загруженности дорог). RL-модели обучались для
каждого сценария на данных из нескольких эпизодов. Эпизоды различаются начальным
расположением транспортных средств на сегментах сети, временем начала движения и
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маршрутами движения. В течение одного эпизода выполняется моделирование всех поез-
док в сценарии.

Сравнение всех моделей проводилось на одинаковых данных на выборке из десяти

эпизодов (начальные положения транспортных средств на сегментах сети, время начала
движения и маршруты были одинаковыми для всех моделей в одном конкретном эпизоде).

Алгоритмы для сравнения. В качестве базовых алгоритмов для оценки эффектив-
ности предложенного метода использовались классические алгоритмы и методы на основе

обучения с подкреплением:
— метод максимального потока MaxFlow [3];
— MaxPressure [17];
— IDQN — независимый алгоритм глубокого Q-обучения, основанный на свёрточ-

ной нейронной сети [35]. Состояние каждого агента характеризуют следующие величины:
текущая фаза светофора, длина очереди для каждой входящей полосы, количество при-
ближающихся транспортных средств и сумма скоростей приближающихся транспортных

средств для каждой входящей полосы. В качестве функции вознаграждения использова-
лось общее время ожидания с отрицательным знаком.

— IPPO — это алгоритм обучения с подкреплением для оптимизации политики [27].
Пространство наблюдения и функция вознаграждения использовались те же, как и в ме-
тоде IDQN.

— A2C [31].
Для сравнения на основе анализа современного состояния исследований были выбра-

ны методы различных классов, показавшие хорошие результаты в решении задачи адап-
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Рис. 4. Сходимость модели ИНС для прогнозирования времени движения
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Рис. 5. Средняя абсолютная ошибка прогнозирования времени прохождения

перекрёстка: 1 — ИНС, 2 — детерминированная модель
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тивного управления сигналами светофоров. RL-алгоритмы были реализованы на языке

программирования Python с использованием библиотеки PyTorch и библиотеки глубокого
обучения с подкреплением PFRL [36].

Результаты экспериментов. На первом этапе исследований оценивалось качество
прогнозирования времени прохождения перекрёстков с использованием детерминирован-
ной прогнозной модели t(c) и применением модели искусственной нейронной сети (ИНС)
tdnn(c). Для обучения модели ИНС реализовывались данные о движении транспортных

средств на выборке из 70 эпизодов, для валидации и тестирования модели брались дан-
ные, полученные при моделировании 15 эпизодов движения. График зависимости средней
абсолютной ошибки от эпохи обучения показан на рис. 4. Полученная кривая обучения
подтверждает сходимость модели.

График зависимости средней абсолютной ошибки прогноза от времени прохождения

перекрёстка (так называемого горизонта прогноза) для детерминированной прогнозной
модели и модели ИНС показан на рис. 5. Из представленного графика видно, что предло-
женный алгоритм прогнозирования позволяет значительно (в 2–3 раза) снизить ошибку
прогноза.

На втором этапе экспериментального исследования оценивалась сходимость RL-
алгоритмов. Кривые обучения RL-алгоритмов на сценариях Cologne-8 (рис. 6, а) и Cologne-
316 (рис. 6, b) подтверждают сходимость алгоритмов. Алгоритмы MaxPWFlow, MaxFlow
и MaxPressure — необучаемые алгоритмы с точки зрения правила принятия решения о

выборе фазы, поэтому для них подобные графики не представлены.
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Рис. 6. Сходимость алгоритмов на сценариях: a — Cologne-8, b — Cologne-316
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Таб л иц а 2

Сравнение эффективности управления транспортными потоками

Модель
Среднее время ожидания Среднее время движения

Cologne-8 Cologne-316 Cologne-8 Cologne-316

IDQN 4,14 15,3 89,62 329,6
IPPO 4,69 31,93 90,83 347,72
A2C 7,24 26,32 94,91 347,81

MaxFlow 3,46 17,58 88,86 334,99
MaxPressure 9,16 20,63 93,82 337,91
MaxPWFlow 3,2 14,43 88,03 328,09
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Рис. 7. Среднее время движения в каждом эпизоде сценария Cologne-316

Далее проводилось сравнение эффективности алгоритмов на тестовой выборке из деся-
ти эпизодов по двум метрикам: среднее время ожидания и среднее время движения.Метри-
ка среднего времени ожидания (в секундах) показывает среднее время, которое транспорт-
ное средство провело без движения на перекрёстке при движении по маршруту, среднее
время движения (в секундах) — это среднее время, затрачиваемое транспортными сред-
ствами на совершение поездки от начального пункта их маршрута к месту назначения.
Результаты сравнения эффективности алгоритмов представлены в табл. 2.

Экспериментальные исследования показывают, что предложенный алгоритм

MaxPWFlow превосходит детерминированный метод MaxPressure и современные

RL-алгоритмы по критериям среднего времени ожидания и среднего времени движения

на рассматриваемых сценариях. Кроме того, правило принятия решения не требует
обучения, что также является преимуществом представленного алгоритма.

В заключительной части исследований оценивалось время ожидания и время движения

отдельно по каждому тестовому эпизоду. Результат сравнения по времени ожидания на
сценарии Cologne-316 показан на рис. 7.

Графики показывают, что представленный метод превосходит остальные алгоритмы
в каждом из эпизодов.

Заключение. В данной работе представлен метод адаптивного управления сигнала-
ми светофоров, основанный на оценке взвешенного прогнозируемого потока транспортных
средств, проходящих через перекрёсток за выбранную фазу светофорного цикла. Для оцен-
ки времени прохождения транспортным средством перекрёстка предложено использовать

модель искусственной нейронной сети. Предлагаемый метод выбора фазы светофора ос-
новывается на максимизации оценки взвешенного транспортного потока, учитывающей
время ожидания транспортных средств на перекрёстке.
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Экспериментальные исследования, проведённые на двух сценариях моделирования
движения транспортных средств, подтверждают эффективность предложенного метода.
Показано его преимущество по критериям среднего времени движения и среднего времени

ожидания в сравнении с классическим методомMaxPressure и современными алгоритмами
на основе машинного обучения с подкреплением.

В качестве перспективного направления можно отметить разработку более сложных

алгоритмов оценки взвешенного транспортного потока, учитывающих время движения и
время ожидания транспортных средств на перекрёстке.

Финансирование. Работа выполнена при поддержке Российского научного фонда
(проект № 21-11-00321, https://rscf.ru/en/project/21-11-00321/).
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