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Исследован подход применения методов машинного обучения для автоматического обнару-
жения особей оленей на изображениях. Для точного подсчёта количества особей оленей по
фотографиям использовалась технология нейронных сетей. Применялись методы глубоко-
го обучения свёрточных нейронных сетей (ResNet 50, DenseNet, CenterNet, Inception V3,
Xception) во взаимодействии с методикой transfer learning. На основе Faster R-CNN
ResNet 50 произведено обучение нейронной сети, которая позволила с точностью 0,91 на
выборке по метрике F1-score с пороговым значением 0,6 определять особей оленей по гра-
фическим изображениям.
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Введение. Северные олени — основной источник мяса для северных регионов, ко-
торое считается абсолютно натуральным чистым продуктом и деликатесом. С каждым
годом численность оленей падает в связи с климатическими изменениями (таяние мерз-
лоты), браконьерством, нападением хищников, прокладкой газопроводов, вырубкой леса,
добычей полезных ископаемых и др. [1]. Отсутствие достаточного финансирования не поз-
воляет объективно оценивать численность популяции; как правило, системного контроля
за состоянием и мониторингом популяции оленей как промыслового ресурса не происходит.

Система мониторинга включает в себя информацию: о хищниках, популяции, промыс-
ле оленей, домашнем оленеводстве, загрязнении пастбищ тяжёлыми металлами.

Построение системы мониторинга популяции оленей должно основываться на базе

современных технических, информационных и коммуникационных средств и технологий
(многоспектральная спутниковая съёмка для оценки состояния растительного покрова,
спутниковые ошейники, беспилотные летательные аппараты).

Сохранение численности популяций оленей — одна из важных задач экологии и сель-
ского хозяйства. Текущие способы учёта являются либо дорогими (использование чипов и
ошейников), либо имеют невысокую точность (человеческий фактор при ручном счёте).

Для подсчёта численности популяции оленей требуется применять современные тех-
нологии свёрточных нейронных сетей, которые хорошо зарекомендовали себя в различных
сферах человеческой деятельности.

В [2–4] они показали высокую эффективность к задачам стегоанализа графических

изображений. Показано, что глубокая свёрточная нейронная сеть может быть обучена для
классификации наличия скрытых данных в графических изображениях, достигая точности
0,928 в соответствии с взвешенной метрикой AUC.

В [5] проведены научные исследования по классификации заболеваний маниока ме-
тодами компьютерного зрения на основе свёрточных нейронных сетей. С использованием
сети ResNet 50 происходило обучение нейронной сети, которая позволила с точностью 0,93
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по метрике F1-score классифицировать заболевания у растения маниок съедобный по гра-
фическим изображениям.

В [6–8] проведены научные изыскания по классификации внекорневых заболеваний яб-
лоневых культур методами компьютерного зрения на основе свёрточных нейронных сетей.
Нейронная сеть EfficientNet позволила с точностью 0,9842 по метрике F1-score обнаружи-
вать некорневые заболевания яблони по изображению листьев.

В [9–10] нейронные сети и компьютерное зрение применялись для определения кон-
центрации проппанта для гидроразрыва пласта. В указанных источниках описан опыт

применения технологий компьютерного зрения для определения размера фракции раскли-
нивающего агента по фотографии со смартфона. Модель нейронной сети была обучена с
помощью фреймворка PyTorch и библиотеки TorchVision и использовала предварительно
обученную сеть MobileNet V2. Результаты исследования показали, что точность клас-
сификации на тестовой выборке по показателю F1-score была равна 0,95. Разработанная
модель была рекомендована для применения в нефтяной промышленности для определения

фракции расклинивающего агента по фотографии со смартфона.
В [11–14] использовалась технология нейронной сети для подсчёта количества коло-

сьев пшеницы по фотографиям пшеничных полей. С помощью архитектуры EfficientDet
произведено обучение нейронной сети, которая позволила обнаруживать количество ко-
лосьев пшеницы с точностью 0,88012 по показателям F1-score с пороговым значением 0,6
(совпадение прогнозируемых и фактических областей разметки) по графическим изобра-
жениям.

Авторы статьи используют современные подходы в проблеме подсчёта численности

оленей методами машинного обучения и опираются на вышеописанные методы и подходы.
Цель представленной работы состоит в применении моделей свёрточной нейронной

сети для распознавания особей оленей по их графическим изображениям.
Материалы и методы исследования. Для проведения научных исследований ис-

ходным материалом послужили изображения (фотографии) оленей с размеченными ко-
ординатами особей оленей, опубликованные в открытом доступе. Методы исследования

включали в себя системы искусственного интеллекта, аугментацию изображений, алго-
ритмы настройки гиперпараметров для обучения нейронной сети, критерии проверки ка-
чества разработанных моделей.

Результаты исследования. Открытый датасет представляет собой более 11336
изображений, которые были размечены на ограничивающие области. Координаты и раз-
меры ограничивающей области в виде прямоугольников определяют область нахождения

особи оленя на изображении, на котором может находиться несколько объектов (оленей).
Изображения размером 512× 512 пикселей представлены в формате JPG. К датасету при-
лагается файл в формате CSV с разметкой вершин ограничивающих областей для каждой

особи. Для обучения использовался фреймворк PyTorch. В работе решается задача детек-
ции объектов. Пример изображений из датасета представлен на рис. 1.

Для выполнения задачи детекции объектов в работе была использована концепция

Faster R-CNN, представляющая собой архитектуру детекции объектов на изображении,
описанную в [15].

В данном источнике разработан новый метод локализации объекта взамен RPN
(Region Proposal Networks) — алгоритма, предлагающего несколько объектов, которые
можно однозначно идентифицировать на конкретном изображении. Архитектура Faster
R-CNN построена следующим образом [16–17].

На вход CNN (Convolutional Neural Network) подаётся графическое изображение. С по-
мощью слоя RPN выбираются якоря и формируется карта признаков, по которой прохо-
дится скользящее окно. Якорь — это область, имеющая три разных соотношения сто-
рон и размера. Центр скользящего окна связан с центром якорей. На основе метрики IoU
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Рис. 1. Размеченные изображения оленей
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Рис. 2. Архитектура Faster R-CNN

(Intersection over Union), представляющей собой пересечение над объединением или из-
мерение корреляции между реальным и прогнозируемым размещением (чем выше кор-
реляция, тем выше значение [18]), принимается решение о текущем регионе — является

он объектом или нет. Полученная карта признаков посредством алгоритма Faster R-CNN
передаётся слою RoI (Region of Interest Pooling — объединение областей интереса, или
максимальное объединение входных данных), который обрабатывает полносвязные слои
и классифицирует, а также определяет смещение регионов. Архитектура Faster R-CNN
представлена на рис. 2.

Была применена технология аугментации к открытому набору датасета для увеличе-
ния обучающей выборки. Изображения были отражены по нескольким осям и вращались
на 90 град. Из некоторых изображений были извлечены фрагменты и добавлены как но-
вые изображения (с сохранением размеров и разметки). Для части изображений изменена
яркость и наложены блики. Аугментация позволила увеличить объём выборки в три раза.

Аугментация — это стандартный приём, который используется для обучения нейрон-
ных сетей. Он реализуется с применением библиотеки Albumentations, в которой имеется
множество методов для изменения изображений. Пример использования аугментации пред-
ставлен на рис. 3, на котором приведено исходное и изменённое изображения.

В работе используется предобученная модель Faster R-CNN, обученная на наборе дан-
ных COCO на базе нейронной сети ResNet 50, в свою очередь, предобученной на ImageNet.
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a b

Рис. 3. Изображение с аугментацией (a), исходное изображение (b)

Классификация особей оленей по моделям

Модели
Точность классификации

Без аугментации С аугментацией

DenseNet 0,781 0,909
CenterNet 0,802 0,902

Inception V3 0,766 0,895
Xception 0,797 0,89

Применяется оптимизатор SGD — стохастический градиентный спуск. Основные настрой-
ки спуска: шаг равен 0,005, коэффициент импульса — 0,9, а штраф для весов — 0,0005.

Эксперименты были связаны с разделением выборки на обучающую, которая включа-
ла 80 % элементов, и тестовую, включающую 20 % элементов. Точность обнаружения без
аугментации в соответствии с показателем F1-score с пороговым значением 0,6 на обуча-
ющей выборке составила 0,82, а на тестовой выборке — 0,767. Точность обнаружения с
аугментацией в соответствии с показателем F1-score с пороговым значением 0,6 на обуча-
ющей выборке составила 0,96, а на тестовой выборке — 0,91.

В результате обучения модели точность детекции на тестовой выборке с учётом ауг-
ментации по метрике F1-score с пороговым значением 0,6 (совпадения площади предска-
занной разметки и фактической) составила 0,91.

Таким образом, точность определения количества особей оленей существенно повы-
шается, если использовать процесс аугментации.

Далее для обнаружения особей оленей использовались другие модели нейронных се-
тей, а именно DenseNet, CenterNet, Inception V3, Xception. В таблице представлена точ-
ность обнаружения (детекции) оленей, достигнутая при применении различных моделей
с аугментацией и без неё на тестовой выборке (20 %) по метрике F1-score с пороговым
значением 0,6.

Из пяти представленных моделей наилучший результат показала модель

Faster R-CNN на базе нейронной сети ResNet 50 с точностью классификации 0,91 с

аугментацией на тестовой выборке. Близкий результат показала нейронная сеть DenseNet
с точностью классификации 0,909 с аугментацией на тестовой выборке. Остальные три
модели показали хорошие результаты, но несколько худшие, чем две предыдущие.

Заключение. Сохранение численности популяций оленей — одна из важных задач

экологии и сельского хозяйства. Обученная нейронная сеть способна с большой точностью
определять количество особей оленей, что может играть ключевую роль для решения

задачи контроля популяции.
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Широкое распространение смартфонов и дронов (не говоря об авиаспособе съёмки)
привело к тому, что проблем со сбором данных нет, но есть проблема их обработки.
Поэтому использование технологий нейронной сети для обработки собираемого массива

изображений может значительно повысить эффективность учёта численности популяций

оленей.
Представленная модель на основе свёрточной нейронной сети рекомендуется к прак-

тическому применению для учёта численности популяций оленей в отраслях сельского

хозяйства и экологии.
В работе предложено альтернативное решение задачи оценки численности популя-

ции оленей, основанное на использовании свёрточной нейронной сети для автоматического
расчёта количества особей оленей на изображениях. Анализ открытых данных показал,
что обученная соответствующим образом нейронная сеть может производить подсчёт ко-
личества особей с точностью 0,91.
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